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RESUMEN

Los movimientos en masa son uno de los fendmenos de origen
natural con mayores pérdidas humanas y econémicas alrededor del
mundo, por lo que la evaluacién de la susceptibilidad y amenaza es
una herramienta fundamental para la ordenacion de territorios. Existe
en la reciente literatura una amplia gama de algoritmos de Inteligencia
Artificial con aproximaciones diversas para evaluar y zonificar la
susceptibilidad por movimiento en masa. En el presente estudio se
implementaron diferentes algoritmos de Aprendizaje Automdtico para
la cuenca de la quebrada La Miel, en los Andes colombianos, con el
objetivo de evaluar el desempeno y la capacidad de prediccion entre
los diferentes modelos. Los resultados obtenidos para este caso de
estudio arrojan que los modelos ensamblados tipo boosting presentan
los mejores valores en términos de desempeno y capacidad de predic-
cion, contrastando con los modelos paramétricos lineales y senalando
las limitaciones de éstos en la modelizacién de problemas complejos,
como los movimientos en masa.

Palabras clave: movimientos en masa; susceptibilidad; métodos
ensamblados; modelos lineales; aprendizaje automatico; Andes
colombianos.

ABSTRACT

Landslides are one of the most naturally occurring phenomena with
the highest human and economic losses around the world, reason for
the susceptibility and hazard assessment is a fundamental tool for land
use planning. There is a wide range of Artificial Intelligence algorithms
in the recent literature with completely different approaches to establish
the relationship between the independent variable (predictors) and
the dependent variable (landslide inventory). In the present study, a
wide range of algorithms were used for the La Miel creek basin, in the
Colombian Andes, and the methodology implemented for this type of
data-based modeling is presented in detail and step by step. The results
obtained show that the assembled boosting models present the best values
in terms of performance and predictability. Contrasting with the linear
parametric models, pointing out their limitations in modeling complex
problems such as landslides.

Key words: landslide; susceptibility; assembled methods; linear models;
machine learning; colombian Andes.

INTRODUCCION

Los movimientos en masa (MenM) son responsables de cerca del
17 % de las muertes ocasionadas por amenazas naturales alrededor del
mundo (Lacasse et al., 2010). Estas pérdidas humanas se dan predo-
minantemente en paises en vias de desarrollo por la combinacién de
diferentes factores geoldgicos y antropicos que, bajo ciertas condiciones
hidrometeoroldgicas, desencadenan movimientos en masa (Cuanalo et
al., 2006; Goetz et al., 2011; Moreno et al., 2006). En contraste, paises
desarrollados como Estados Unidos y Japén reportan pocas pérdidas
humanas, pero altas pérdidas econdmicas anuales, estimadas entre 1y
6 mil de millones de ddlares (Alimohammadlou et al., 2013).

Entre los paises que conforman la region Andina, Colombia es
uno de los mds afectados por este tipo de amenaza natural, debido
a factores como las condiciones tropicales humedas, derivadas de su
localizacion ecuatorial, su ambiente tectonico de convergencia de tres
placas (Nazca, Sur América, Caribe), y su densa ocupacién pobla-
cional de dreas susceptibles a la ocurrencia de movimientos en masa
(Aristizabal y Sanchez, 2020; Sepulveda y Petley, 2015).

Segun la Base de Datos Internacional de Desastres (EM-DAT), en
el periodo transcurrido entre 1901 y 2011, en Colombia ocurrieron
41 desastres por movimiento en masa ocasionando 3,171 victimas
fatales, es decir, 77.34 victimas por evento, superado Ginicamente por
Pert en donde ocurrieron 318 victimas por evento (Mergili et al.,
2015). Aristizdbal y Sanchez (2020), utilizando la base de datos del
DesInventar y el Sistema de Informaciéon de Movimientos en Masa
(SIMMA) del Servicio Geoldgico Colombiano (SGC), destacan que
en el periodo comprendido entre los afios 1900 y 2018 han ocurrido
al menos 30730 movimientos en masa en Colombia, que han de-
jado un saldo de 31198 victimas fatales y pérdidas econdémicas por
USD$ 654 millones.

De manera que la zonificacion dela susceptibilidad por movimientos
en masa resulta un insumo fundamental para la ordenacion y
planificacién de los territorios. Existen en la literatura multiples
métodos para evaluar la susceptibilidad o amenaza por movimientos
en masa, los cuales pueden ser divididos en cuantitativos y cualitativos
(Aleotti y Chowdhury, 1999; Carrara et al., 1995; Guzzetti et al., 1999;
Van Westen et al., 2006). Los métodos cualitativos utilizan técnicas de
cartografia geomorfoldgica y dlgebra de mapas, mediante la asignacién
de pesos relativos de las variables que influyen en la ocurrencia
de movimientos en masa. Es decir, se basan en el conocimiento o
criterio de algin experto en el tema y, por lo tanto, son altamente
subjetivos (Barredo et al., 2000; Castellanos Abella y Van Westen, 2001;
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van Westen et al., 2003;). Los métodos cuantitativos pueden ser
clasificados en métodos basados en datos o estadisticos, y métodos
con base fisica, o también conocidos como métodos deterministicos
o probabilisticos (Palacio et al., 2020). Los métodos con base fisica,
en general, utilizan modelos geotécnicos acoplados con modelos
hidrolégicos, dando como resultado un factor de seguridad o
probabilidades de ocurrencia. Su principal desventaja es que necesitan
informacién geotécnica detallada, por lo que no son recomendables
para grandes escalas (Borga et al., 1998; Pourghasemi y Rahmati,
2018; Sorbino et al., 2010; Zieher et al., 2017). Los métodos basados
en datos tratan de explicar la relacién entre factores de inestabilidad
conocidos y la distribucion pasada y presente de movimientos en
masa, estableciendo relaciones entre variables explicativas (pendiente,
geologia, aspecto, etc.) y una variable dependiente (ocurrencia de
movimientos en masa). Sin embargo, los métodos estadisticos mas
utilizados en los tltimos afios hacen asunciones estadisticas sobre la
distribucién de los datos, 1o que los convierte en modelos paramétricos
que consideran estrictamente funciones lineales.

Como parte de los métodos estadisticos, en los ultimos afios se han
desarrollado aceleradamente técnicas de Inteligencia Artificial (IA),
entre las cuales destaca el Aprendizaje Automatico (ML por sus siglas
en inglés, Machine Learning) que se caracteriza por ser una amplia
coleccion de algoritmos utilizados para crear modelos que aprendan
de los datos historicos, con el objetivo de hacer predicciones o conocer
las relaciones que pueden existir entre variables de entrada y salida
(ocurrencia de un evento); estos modelos tienen varias ventajas, tales
como no hacer ninguna asuncién estadistica de los datos, considerar
que no existe linealidad entre las variables y permitir el uso de un am-
plio tipo de variables (Alpaydin, 2010; Beam y Kohane, 2018; El Naqa
y Murphy, 2015; Moreno, 1994). Los algoritmos buscan aprender y
extraer conocimiento para formar una funcién objetivo hipotética (f)
que relaciona las variables de entrada o predictoras (x;) con la variable
de salida o variable objetivo (y), como se observa en la ecuacion 1.

y=f(x) (1)

Como en muchas otras ramas, estas técnicas han sido implementa-
das para el desarrollo de modelos de susceptibilidad por movimientos
en masa (Pham et al., 2016; Pourghasemi y Rahmati, 2018; Reichenbach
et al., 2018). Para este caso, las variables predictoras corresponden a
variables del terreno, variables de los materiales de laladera y variables
ambientales.

Una gran cantidad de variables se han utilizado en la literatura
(Van Westen et al., 2008). La variable de salida (y), se refiere a la
ocurrencia de movimientos en masa identificados, para lo cual se
utiliza generalmente un inventario de movimientos en masa (Guzzetti
et al., 2012). Para problemas donde la variable de salida, es decir el
inventario, no se tenga y solo se cuente con un conjunto de variables
predictoras, se implementan métodos no supervisados, y tienen como
objetivo identificar patrones entre los datos (anélisis tipo cluster), o
reducir el numero de variables (Analisis de Componentes Principales).
Para movimientos en masa, este tipo de métodos de ML no permiten
construir modelos de prediccion, sin embargo, son muy utiles para
seleccionar y evaluar la importancia de las diferentes variables pre-
dictoras a utilizar en el modelo (Melchiorre et al., 2008; Sabatakakis
et al., 2013). Para problemas donde se cuente tanto con las variables
de entrada y salida, se implementan métodos supervisados, que estin
especializados en predecir nuevos eventos a partir del entrenamiento
y aprendizaje que obtuvo el modelo con los datos histéricos (Moreno,
1994). Estos métodos se clasifican de acuerdo con la caracteristica de
la variable objetivo (y). Los casos en que la variable de salida es de
cardcter continua, se denominan problemas de regresion y, cuando la
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variable de salida es de cardcter categdrica, se denominan problemas de
clasificacion (Alpaydin, 2010). De acuerdo con el numero de posibili-
dades que pueda tomar la variable objetivo, se denomina clasificacién
binaria o multiclase. Para el caso de modelos de susceptibilidad por
movimiento en masa, donde por definicién tienen que predecir la
ocurrencia espacial de movimientos en masa, se debe contar entonces
con un inventario, el cual es transformado a una variable categdrica,
con valores de 1 en celdas con presencia de movimientos en masay 0
con no presencia. Por lo tanto, corresponden a modelos supervisados
de clasificacién binarios.

En el presente trabajo, se utilizé como caso de estudio la cuenca de
la quebrada La Miel, en el municipio de Caldas (Antioquia), para im-
plementar y explorar los diferentes métodos de Aprendizaje Automatico
para la evaluacion de la susceptibilidad por movimiento en masa. Lo
anterior con el objetivo de establecer un desarrollo metodolégico
que considere las ventajas y limitaciones de cada uno de los métodos
disponibles. Para evaluar la capacidad de prediccion se utilizaron las
métricas de validacion, matriz de confusién, curva ROC (Receiver
Operating Characteristic, por sus siglas en inglés), y drea bajo la curva
AUC (Area Under Curve, por sus siglas en inglés).

ZONA DE ESTUDIO

La cuenca de la quebrada La Miel se localiza en la jurisdiccion del
municipio de Caldas en el departamento de Antioquia. Tiene un area
estimada de 22.3 km? (Figura 1) y una temperatura promedio de 19 °C.
Se encuentra rodeada del relieve montafioso correspondiente a la
Cordillera Central de los Andes con elevaciones sobre el nivel del mar
entre 1730 m y 3110 m, es bafiada por numerosas fuentes hidricas y
vierte sus aguas al Rio Medellin (AMVA, 2007).

Segun Matula (1981) los horizontes de meteorizacién de cualquier
tipo de roca pueden ser descritos como: I roca fresca, II ligeramente
meteorizada, IIl moderadamente meteorizada, IV altamente meteori-
zada, V completamente meteorizada y VI suelo residual. En la zona de
estudio afloran unidades metamorficas Precambricas con textura gnéi-
sica desarrollando horizontes de meteorizacion desde I (roca fresca)
hasta VI (suelo residual) y esquistos moscoviticos, cuarzo-sericiticos,
grafitosos con intercalaciones de cuarcitas y gneisses los cuales desa-
rrollan horizontes I, I, IV, V. Las unidades cuaternarias corresponden a
depositos aluviales asociados a terrazas del rio Medellin con alto grado
de redondez y depésitos aluviotorrenciales que se caracterizan por tener
una mala seleccién y una disposicion caética de clastos metamorficos
(AMVA, 2006; Mejia, 1984).

METODOLOGIA

La secuencia metodoldgica implementada en el presente estudio
se resume en los siguientes cinco pasos (Figura 2): (i) Elaboracion
del inventario de movimientos en masa, (ii) Analisis exploratorio de
datos y seleccion de variables, (iii) Aplicacion de algoritmos de ML,
(iv) Validacién de los modelos y optimizacién de hiperparametros
(Figuras 3,4, 5,6y 7), y (v) Generacion de mapas de susceptibilidad,
(Figura 8).

Inventario de movimientos en masa

Para la elaboracion del inventario de movimientos en masa de
la zona de estudio se realizé una fotointerpretacion, utilizando un
estereoscopio de espejos con fotografias aéreas de los afios 2010-2011
aescala 1:10000. Para la digitalizacion se utilizo la ortofotografia de la
cuenca y se digitalizaron como lineas las coronas de cada uno de los
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Figura 1. Localizacién de la zona de estudio en los Andes Colombianos e inventario de movimientos en masa. En color rojo se marcan las coronas de los movi-

mientos en masa inventariados.

movimientos en masa identificados en las fotografias aéreas, conside-
rando que dichas caracteristicas representan las condiciones previas
ala ocurrencia del evento. Se identificaron 105 movimientos en masa
tipo planares y superficiales, la mayoria de ellos de tipo complejo, segiin
la clasificacion de Cruden y Varnes (1996), ya que presentan una fase
posterior a su ocurrencia de tipo flujo. El inventario fue complemen-
tado con 32 movimientos en masa histdricos consultados en el Sistema
de Informacién de Movimientos en Masa (http://simma.sgc.gov.co/)
del Servicio Geoldgico Colombiano (SGC) (Figura 1).

Variables predictoras

Las variables predictoras fueron inicialmente seleccionadas de
acuerdo con Reichenbach et al., (2018). Se construyeron un total de
14 variables predictoras, de tipo continuas y categoricas utilizando
el software Arcgis 10.5. Las variables continuas fueron: pendiente,
aspecto, rugosidad, curvatura de perfil, curvatura plana, curvatura
estandar, elevacion, Stream Power Index (SPI), Topographic Wetness
Index (TWI) y acumulacion de flujo; dichas variables fueron obteni-
das a partir del Modelo Digital de Elevacion con resolucion espacial
de 5 m x 5 m elaborado por el Instituto Geografico Agustin Codazzi
(IGAC) en el proyecto denominado CartoAntioquia. Las variables
categoéricas utilizadas fueron: geologia, elaborada a escala 1:10000 por
el estudio de Microzonificacion Sismica del Valle de Aburrd (AMVA,
2006), distancia a fallas, distancia a drenajes, y finalmente el mapa de
coberturas del suelo elaborado con las fotografias aéreas de los afos
2010-2011 las cuales fueron georreferenciadas y digitalizadas (Tabla 1).
Algunas de las variables utilizadas pueden observarse en la Figura 3.
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Analisis exploratorio de datos y seleccion de variables

Uno de los pasos mas importantes que permite asegurar resultados
optimos al final del procedimiento, se basa en la revisién, depuracion
y seleccion de variables. Para esto, se realizo un andlisis exploratorio
de los datos, que consisti6 en la elaboracién de histogramas con y
sin movimientos en masa para determinar qué variables mostraban
diferencias en sus valores ante un movimiento en masa; se elaboraron
y analizaron diagramas de dispersion y matriz de correlacién con el
fin de observar qué variables se encontraban correlacionadas para
evitar incluir ruido en los modelos y, finalmente, se usé la técnica no
supervisada de Analisis de Componentes Principales, que reduce la
dimensionalidad de un problema (cantidad de variables) seleccionando
aquellas variables que recojan la mayor parte de variabilidad de los
datos, perdiendo la menor cantidad de informacién posible.

Algoritmos de aprendizaje automatico

Para la aplicacion de los modelos, se dividié de manera aleatoria
tanto a las variables predictoras (887282 pixeles) como al inventario de
movimientos en masa (1453 pixeles), segtin la regla de Pareto, en 80 %
de entrenamiento y 20 % de validacion. Es importante notar que la
ocurrencia de movimientos en masa representa solo el 0.16 % de todos
los pixeles de la cuenca, por lo que se considera un problema desbalan-
ceado en ML. Si se entrena un modelo en el cual la clase que se quiere
predecir es minoritaria, el modelo no aprendera adecuadamente y las
predicciones seran solo de la clase mayoritaria, arrojando altos valores
en las métricas de evaluacion (Guo y Viktor, 2004). Para afrontar este
problema, se utilizaron dos técnicas de remuestreo: (i) submuestreo,

45



Ospina-Gutiérrez y Aristizdbal

Inventario de movimientos en masa | | Variables predictoras |

[

GeoDatabase

Anilisis exploratorio

de datos PCA

| Seleccion de variables |

1 Divisién aleatoria

20%
Test |

80%

| Construccion de los modelos |

Optimizacion de
hiperparametros

| Modelo optimizado |

Validacion
I [
|

Figura 2. Flujo de trabajo utilizado. PCA: Analisis de componentes principales.

utilizando la funciéon RUS (por sus siglas en inglés Random Under
Sampler), y (ii) sobre-muestreo, con la funciéon SMOTE (por sus siglas
en inglés Synthetic Minority Over-sampling Technique) las cuales estan
disponibles en la libreria de Scikit-learn de Python 3.7.

Con las celdas de entrenamiento se implementaron 11 modelos de
ML utilizando la libreria Scikit-learn de Python 3.7. Cada uno de los
modelos representa una estrategia diferente de aprendizaje y pueden
agruparse en: (1) Métodos paramétricos, divididos en (a) métodos
no supervisados lineales: Andlisis de componentes principales (PCA)
(Abdi y Williams, 2010; Smith, 2002; Villardén, 2002), y (b) métodos
supervisados lineales: Regresion Logistica (RL) (Lopez y Facheli,
2015) y Analisis Discriminante Lineal (LDA) (Ramos et al., 2016);
(2) Métodos no paramétricos no lineales: dividido en K Vecinos més
Cercanos (KNN) (Marjanovic et al., 2009), Arboles de Decision (DT)
(Friedl y Brodley, 1997; Myles et al., 2004; Raileanu y Stoffel, 2004),
Maiquinas de Vectores de Soporte (SVM) (Carmona, 2013) y Redes
Neuronales Artificiales tipo Perceptrén multicapas (ANN) (Basogain,
1998; Gardner y Dorling, 1998; Noriega, 2005; Matich, 2001); y (3)
Métodos tipo ensamble Bagging: Bosques Aleatorios (RF) (Gislason
et al., 2006), y tipo Boosting: Adaboost (ADB) (Dietterich, 2000),
Gradiente Estocastico (SGB) (Brown y Mues, 2012; Friedman, 2002),
y el denominado XGboost (XGB) (Chen y Guestrin, 2016).

Los modelos paramétricos cominmente utilizados para la eva-
luacién de la susceptibilidad por movimiento en masa simplifican el
aprendizaje a partir de los datos de entrenamiento, ya que utilizan una
funcioén lineal que generalmente corresponde a una combinacion de las
variables predictoras (Alpaydin, 2010). Estos modelos generalmente
no presentan problemas de varianza, sin embargo, en muchos casos, el
problema a modelar no se ajusta a una funcion lineal, por lo que pueden
presentar problemas de ajuste o sesgo importantes (Kuhn y Johnson,
2013). Es por esta razén que los modelos de Aprendizaje Automatico
presentan nuevos algoritmos que utilizan modelos no paramétricos,
ya que no asumen ninguna forma previa de la funcién objetivo, per-
mitiendo aprender en teoria a partir de los datos de entrenamiento
cualquier forma de la funcién. Generalmente, este tipo de modelos
no presenta problemas de ajuste o sesgo, pero en su defecto tienden
a sobre ajustarse a los datos, generando problemas de varianza ante
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nuevas observaciones (Mehta et al., 2019). Esto significa una impor-
tante ventaja, pero al mismo tiempo exige construir un modelo con
un balance entre el ajuste y la varianza (Alpaydin, 2010; Belkin et al.,
2019; Srinivasan y Fisher, 1995; Geman et al., 1992).

Una de las técnicas mas utilizadas actualmente en ML para mejorar
la capacidad de generalizacion y prediccion del modelo, con excelen-
tes resultados, se refiere al ensamblaje de métodos con estimadores
base. Las dos técnicas de ensamblaje mas utilizadas son denominadas
baggingy boosting. La diferencia entre ellas consiste en que la técnica
bagging agrega una serie de estimadores base independientes y en forma
simultanea, mientras que la boosting agrega los estimadores simples
de forma secuencial y dependiente. De manera que, las técnicas tipo
bagging se utilizan para estimadores robustos e inestables que tienden
a sobre ajustarse y tener problema de varianza, mientras que las técni-
cas boosting se utilizan, por el contrario, con estimadores débiles que
presentan problemas de ajuste (Dietterich, 2000; Mehta et al., 2019).

Validacion de los modelos y optimizacion de hiperparametros

En los modelos de ML existen parametros e hiperparametros. Los
pardmetros dependen de los datos y son utilizados para realizar predic-
ciones por lo que su valor es estimado durante el entrenamiento, por
ejemplo, los coeficientes de las variables en regresion logistica. Por el
contrario, los hiperparametros son establecidos por el usuario, es decir,
no son estimados de los datos (Kuhn y Johnson, 2013). Habitualmente,
se recurre a la experiencia y al ensayo y error para establecerlos, aunque
también existen métodos mas refinados como la optimizacion, la cual
consiste en establecer una grilla con diferentes valores y buscar la mejor
combinacion posible a través de validacion cruzada. Para esto existen
funciones como Grid Search'y Random Search (Bergstray Bengio, 2012).

Para la fase de entrenamiento se implementaron cada uno de los
modelos con el 80 % de la geodatabase, realizando una optimizacion
de hiperpardmetros con el algoritmo de Random Search incluido en
la libreria de Scikit-learn, y se hizo una validacion cruzada en la cual
se generan modelos seleccionando aleatoriamente hiperpardmetros,
subdividiendo las observaciones en un numero k, donde k-1 subdivi-
siones son utilizadas para entrenar el modelo, y la subdivision restante
es utilizada para validar los resultados. Este procedimiento se realiza
k veces, lo cual permite que todos los datos de entrenamiento sean
utilizados tanto para entrenar como para validar el modelo.

Para la evaluacion del modelo se utiliz6 la Matriz de Confusion
y las métricas derivadas: Curva ROG, drea bajo la curva ROC (AUC)
y €l Recall (Fawcett, 2006). El desempefio del modelo se refiere a los
valores obtenidos de las métricas con los datos de entrenamiento, y
senalan la respuesta del modelo a los datos de entrada. En tanto, la ca-
pacidad de predicciéon del modelo corresponde a los valores obtenidos
utilizando los datos de validacion no utilizados en el entrenamiento
(20 %). Tanto el desempefio como la prediccion de cada uno de los
modelos fue evaluada.

Generacion de mapas de susceptibilidad

Una vez que cada uno de los modelos fue validado y que se seleccio-
naron sus mejores hiperparametros, se procedid a predecir la totalidad
dela cuenca (887282 pixeles). Un paso importante para obtener el mapa
final de susceptibilidad es transformar el mapa de valores continuos
de probabilidad, obtenido por el modelo aplicado, a un mapa tipo
semaforo, representando la susceptibilidad en categorias. Para este
estudio se seleccioné el mejor umbral en los modelos como la minima
distancia a la clasificacion perfecta en la curva ROC, que corresponde
al punto (0.1). Este umbral optimiza los TPR (True Positive Rate, por
sus siglas en inglés) de acuerdo con los FPR (False Positive Rate), es
decir, encuentra un balance del modelo entre los verdaderos positivos
contra los falsos positivos (Figura 8). Sin embargo, para clasificar la

DOI: http://dx.doi.org/10.22201/cge0.20072902e.2021.1.1605



Inteligencia artificial en susceptibilidad por movimientos en masa, Colombia

|:| Zona urbana

|:| Suelo desnudo
|:| Pastos

0

3
e kilometros - Bosques

- High: 359.409

Low: -1

60 metros

I Gneiss
[IFlujo de escombros
["1Esquisto moscovitico

M Esquisto grafitoso High: 73.85
[TIEsquisto cuarzosericitico e
[ Anfibolita i

I Aluviotorrencial Bajo Caldas | Low: 0

[JAluvial Rio Medellin
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susceptibilidad media y baja en el modelo con los mejores resultados
se utilizé como criterio la probabilidad espacial del 5 % para la suscep-
tibilidad baja. Es decir, las areas de susceptibilidad baja presentan una
probabilidad espacial de ocurrencia de movimientos en masa del 5 %,
la de amenaza media del 13 % y la amenaza alta del 82 %.

RESULTADOS

Parala seleccion de variables se realizaron histogramas de cada una
de las variables diferenciando las celdas con deslizamientos y las celdas
con no deslizamientos (Figura 4). Las variables elevacion, TWI, SPI,
curvaturas (plana, perfil, estandar), aspecto, flujo acumulado, buffer
drenajes y geologia exhiben un comportamiento distinto cuando
ocurre un movimiento en masa, por lo que se consideraron como
buenas variables predictoras; caso contrario ocurre con la rugosidad,
pendiente y buffer lineamientos ya que no se diferenciaron en térmi-
nos de movimientos en masa, por lo que no son variables predictoras
adecuadas. Se analizé el nivel de correlaciéon mediante el coeficiente
de correlacion de Pearson.

La Figura 5 presenta la matriz de correlacion de Pearson, entre todas
las variables. En general, se observan valores de correlacion bajos y posi-
tivos. S6lo las variables curvatura plana y curvatura estandar presentan
una correlacién negativa media con las variables SPTy TWTI; y la variable
curvatura perfil una correlacion positiva media con curvatura estandar
y curvatura plana. En cuanto al anélisis de Componentes Principales
(Figura 6), los seis primeros componentes explican aproximadamente
el 75 % de la varianza del problema donde los que mas aportan a la
varianza son: curvatura estandar, geologia, flujo acumulado, curvatura
perfil, pendiente, elevacion, SPI, y buffer drenajes.

Con base en la integracion de los analisis anteriormente explica-
dos, se seleccionaron las siguientes variables para construir el modelo:
Pendiente, Geologia, Curvatura de perfil, TWI, Aspecto, Buffer dre-
najes, Buffer lineamientos y Elevacion.

En la Figura 7 puede observarse la carva ROC y AUC de cada uno
de los modelos, donde resaltan SGB (0.919), XGB (0.907), RF (0.91),
SVM (0.896), KNN (0.890), ADB (0.833) y DT (0.831) con los valores
mas altos usando tnicamente el submuestreo de RUS. No fue posible
ejecutar estos modelos usando el remuestreo SMOTE, debido ala gran
cantidad de datos y la poca capacidad computacional disponible. Enla
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Figura 7. Curvas ROC y AUC de cada uno de los modelos. RL=Regresion
logistica, DT=Arboles de decisién, RF=Bosques Aleatorios, SVM=Mdquinas
de Vector de Soporte, KNN=K vecinos mas cercanos, ANN=Redes Neuronales
Artificiales tipo Perceptron multicapas, LDA=Analisis Discriminante Lineal,
ADB=Adaboost, SGB=Gradiente Estocastico, XGB=XGboost.

Tabla 2 puede observarse el Recall con el AUC de cada modelo, tanto
para el desempeno como para la capacidad de prediccion. Los modelos
con menor capacidad de prediccion presentan valores menores de
AUCy Recall. En la Figura 8 se presentan los mapas de susceptibilidad
por movimientos en masa finales considerando las mejores variables
predictoras, y con los hiperpardmetros optimizados.

DISCUSION

De acuerdo con los resultados, como parte fundamental para
obtener un buen modelo se encuentra la seleccion de las variables
predictoras adecuadas. Una buena variable predictora exhibe un
comportamiento estadistico diferenciado entre celdas con y sin

Tabla 1. Resumen de variables predictoras.

Variable Min. Max. Promed. Escala Fuente
Continuas
Pendiente 0 73.8 29.4 =
Aspecto -1 359 208 g
Rugosidad 0 098 05 &
Curvatura de perfil -85 116 009 § £ 9
Curvatura plana -67 66 0.01 % 0 a
Curvatura estandar -144 152 0 = &g)
Elevacién 1730 3110 2263 g° 2
Stream Power Index (SPI) 13 13 054 o
Topographic Wetness Index (TWI) -7.9  20.5 0.84 5

Flujo acumulado 0 857764 1006

Categoricas

Geologia
Coberturas
Distancia a fallas

1:10000

IGAC, 2012

Distancia a drenajes
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Tabla 2. Métricas de validacion de los modelos.

Algoritmo Recall AUC
Desempeiio Prediccion Desempeno Prediccién

SGB 1 0.84 1 0.919
RF 1 0.84 1 0.91
SVM 0.99 0.84 0.99 0.896
XGB 1 0.83 1 0.907
DT 0.95 0.81 0.96 0.831
ADB 0.80 0.76 0.84 0.833
LDA 0.72 0.73 0.76 0.763
ANN 0.53 0.72 0.76 0.761
RL 0.72 0.71 0.76 0.762
KNN 0.96 0.52 0.96 0.89

presencia del evento (Aristizabal et al., 2019). En caso contrario dicha
variable no discrimina entre celdas estables e inestables. Como se
mencionaba, también es importante que la variable correlacione o
represente la variable de salida, pero que no correlacione con otras
variables predictoras. Por lo que, con base en la integracién del
andlisis exploratorio de datos, compuesto por histogramas, gréficos
de dispersion, matriz de correlacién y andlisis de componentes
principales, es posible seleccionar las mejores variables predictoras
con la informacién disponible. Cabe destacar que dicho analisis
depende de las condiciones locales de la zona de estudio y que cada
zona es diferente, en consecuencia, no se obtienen siempre las mismas
variables. Por lo que, inicialmente, se puede partir de un rango amplio
de variables, basado en el estado del arte y conocimiento de la zona
de estudio, para luego reducir dicho rango de variables a aquellas que
discriminan mejor y en especifico para la zona de estudio.

En cuanto a los algoritmos de ML utilizados, de acuerdo con los
resultados obtenidos para el caso de la quebrada La Miel en el muni-
cipio de Caldas (Antioquia), los modelos con el mejor desempefio y
capacidad de prediccion son SGB, RF y XGB. Lo que sefiala el exce-
lente desempeno de los modelos ensamblados, especialmente para los
datos de entrenamiento, mientras que para los datos de validacion su

capacidad se reduce de forma significativa (0.83-0.84), sefialando pro-
blemas de varianza y sobreajuste del modelo. La curva de aprendizaje
indica que los modelos aprenden rdpidamente, tendiendo la curva de
validacion a incrementar sustancialmente a medida que aumentan las
observaciones; al final, la curva tiende a ser asint6tica sefialando que
el modelo esta llegando a su méxima capacidad de aprendizaje, pero
conservando una diferencia importante entre la curva de entrenamien-
to y la curva de validacion, esta diferencia corresponde a la varianza
que conserva el modelo (Figura 9e, 9f).

También es importante considerar que este tipo de algoritmos
tienen una amplia variedad de hiperpardmetros para optimizar, lo cual
es una ventaja en muchos casos, pero que se convierte generalmente en
una tarea ardua y que exige una gran capacidad de computo.

Los modelos no paramétricos y no lineales, presentan diferentes
rendimientos. El mejor modelo es SVM, que a pesar de ser un modelo
simple, implementa las funciones kernel, que le permiten ajustarse a
espacios de mayores dimensiones y, por lo tanto, de mayor compleji-
dad; sin embargo, el costo computacional de ejecutarlo es alto, por lo
que se limita a bases de datos pequenas, e incluso para nuestro caso
no pudo implementarse con el remuestreo de SMOTE. SVM presento
valores muy altos de Recall y AUC con los datos de entrenamiento, y
su capacidad de prediccion se redujo con los datos de validacion a
0.84 y un AUC de 0.896, lo que indica problemas de varianza y sobre
ajuste. En cuanto a ANN, requiere una ardua optimizacién sobre la
arquitectura y los hiperpardmetros que controlan el aprendizaje de la
red. La curva de aprendizaje indica que la arquitectura final es altamente
inestable y no representa adecuadamente el problema (Figura 9d). KNN
presenta muy buenos resultados para los datos de entrenamiento, en
términos de Recall, conservando valores altos de AUC para los datos
de validacion (Figura 9c¢).

En cuanto alos métodos paramétricos lineales RL y LDA, presentan
un rendimiento moderado (Recall: 0.71-0.73), debido posiblemente
a que son modelos que no logran capturar la complejidad de las
relaciones entre las variables y la ocurrencia del evento. En cuanto
a las curvas de aprendizaje presentan un comportamiento similar, el
algoritmo aprende con los datos, pero a una velocidad baja, lo cual no
permite obtener valores altos de desempefio y capacidad de prediccion
(Figura 9b).
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Figura 9. Curvas de aprendizaje: (a) ADB, (b) LDA, (c) KNN, (d) ANN, (e) SGB, (f) RE
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Figura 10. Mapa de Susceptibilidad por movimientos en masa (a) para la cuenca
de la quebrada La miel, y curva ROC (b) con los datos de validacién.

Es importante resaltar que la seleccion de métricas adecuadas para
la validaciéon de modelos implementados sobre problemas desbalancea-
dos es fundamental, ya que algunas pueden dar una falsa expectativa
sobre el rendimiento de cualquier modelo. Por consiguiente, es impor-
tante utilizar diferentes métricas para validar los modelos y, en especial,
aquellas que hagan énfasis en la correcta clasificacion de la clase de
interés. En casos donde el problema fisico a modelar es desbalanceado
por naturaleza, la funcién Recall funciona adecuadamente, ya que se
centra en la ocurrencia del evento.

Finalmente, en la Figura 10 se presenta el mapa de susceptibilidad
por movimientos en masa para la quebrada La Miel del municipio de
Caldas utilizando el algoritmo SGB y el umbral 6ptimo. Los resul-
tados senalan que el 84 % de las celdas de la cuenca corresponden a
verdaderos positivos y el 16 % a falsos positivos, los falsos negativos
representan menos del 1 %. Los resultados sefialan una alta eficiencia
del modelo, ya que tan sélo cerca del 16 % del area de la cuenca con-
tiene el 82 % de los movimientos en masa histéricos. Lo que significa
que para identificar adecuadamente los movimientos en masa o zonas
inestables no se requiere clasificar como de susceptibilidad alta a am-
plias zonas de la cuenca.

CONCLUSIONES

De acuerdo con los resultados obtenidos en el presente estudio,
las nuevas herramientas proporcionadas por la Inteligencia Artificial
y Aprendizaje Automatico se destacan como una excelente alternativa
que proporcionan modelos que se pueden ajustar adecuadamente a la
realidad del problema enfrentado. Sin embargo, al igual que para las
técnicas clésicas de la evaluacion de la susceptibilidad por movimien-
tos en masa como métodos heuristicos o con base fisica, se requiere
tener un buen inventario de movimiento en masa, y un detallado
levantamiento de las variables predictoras. Estas condiciones bésicas
permitirdn obtener y ajustar modelos utiles para la toma de decisiones
y entendimiento del fenémeno.

En cuanto al desempeiio de los algoritmos disponibles de
Aprendizaje Automatico, los modelos no paramétricos arrojan los
mejores resultados, basados en su capacidad de adaptarse o aprender
de los datos. Para lo cual requieren una base de datos extensa. Dentro
de estos modelos, los algoritmos ensamblados mostraron los mejores
valores en términos de desempefio y capacidad de prediccion. En este
sentido es importante destacar que los modelos paramétricos lineales,
como RL y LDA que son los modelos mas ampliamente utilizados en la
evaluacién de la susceptibilidad por movimiento en masa, arrojan los
resultados més pobres. Esto puede deberse a la restriccion de lineali-
dad en los modelos, lo cual seguramente no se cumple para modelar
fendmenos altamente complejos y de multiples factores causales, como
los movimientos en masa.

Finalmente, los resultados sefialan que la cuenca baja de la que-
brada La Miel presenta los mayores indices de susceptibilidad por
movimientos en masa, asociados a laderas de moderadas y fuertes
pendientes, cubiertas por pastos y conformadas por rocas metamor-
ficas tipos gneis, en las cuales el macizo rocoso presenta estructuras
tipo esquistosidad que favorece la ocurrencia de movimientos en masa
tipo planar.
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